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Описан подход к использованию нейросетевых технологий для решения аналитических задач в ГИС. Дано изложение некоторых из них и показаны области применения. Представлен макет программной системы. 

Нарастающие информационные потоки в современном обществе, разнообразие информационных технологий, повышение сложности решаемых на компьютере задач увеличивают нагрузку на пользователя этих технологий и ставят задачу переноса проблемы выбора и принятия решений с человека на ЭВМ. Одним из путей решения этой задачи является применение аналитических систем, которые могут быть составной частью ГИС [4,5,6].

Можно выделить несколько групп задач, требующих применения таких систем в ГИС:

· обработка видеоизображений;

· преобразование растровых изображений в векторные графические модели;

· обработка картографической информации;

· обработка разнородной информации;

· построение моделей объектов или местности;

· анализ моделей ГИС;

· получение новых знаний;

· получение решений на основе геоинформации. 

ГИС являются хорошей средой для внедрения методов искусственного интеллекта и экспертных систем [6]. Это вызвано, с одной стороны, разнообразием и сложностью данных в ГИС, с другой — наличием большого числа аналитических задач при использовании ГИС.

Электронную карту в ГИС можно рассматривать как многокомпонентную модель реальности. Основными целями ее создания являются: 

· графическая коммуникация пространственных отношений и распределений; 

· улучшение возможности анализа, обработки и отображения геоинформационных данных; 

· визуальное отображение цифровых моделей явлений, невидимых для человеческого глаза; 

· автоматизация отображения и картографического анализа в системах управления; исследование объектов, явлений и процессов с учетом динамики их развития и возможного использования; 

· получение аналитических решений в графическом виде в режимах реального и разделенного времени.

Основой визуального представления данных при помощи ГИС-технологий служит так называемая графическая среда. Основу графической среды и соответственно визуализации базы данных ГИС составляют векторные и растровые модели.

В общем случае модели пространственных (координатных) данных могут иметь векторное или растровое (ячеистое) представление, содержать или не содержать топологические характеристики. Этот подход позволяет классифицировать модели по трем типам:

· растровая модель;

· векторная нетопологическая модель;

· векторная топологическая модель.

Все эти модели взаимно преобразуемы. Тем не менее, при получении каждой из них необходимо учитывать их особенности. В ГИС форме представления координатных данных соответствуют два основных подкласса моделей – векторные и растровые (ячеистые или мозаичные). Возможен класс моделей, которые содержат характеристики как векторов, так и мозаик. Они называются гибридными моделями.

В дальнейшем под терминами решетка, мозаика, элемент растра будем понимать одно и то же. Основу такой классификации составляет атомарная единица (пространства), содержащая представления площадей, линий и точек. 

Между векторными и растровыми изображениями имеется различие, характерное именно для ГИС. Растровые изображения отображают поля данных, т.е. носят полевой характер. Векторные изображения в ГИС, как правило, отображают геоинформационные объекты, т.е. носят объектный характер.

Рассмотрим подробнее растровые модели данных, которые ближе касаются нашей основной задачи, нежели чем векторные. Напомним, что модель данных представляет собой отображение непрерывных последовательностей реального мира в набор дискретных объектов.

В растровых моделях дискретизация осуществляется наиболее простым способом - весь объект (исследуемая территория) отображается в пространственные ячейки, образующие регулярную сеть. При этом каждой ячейке растровой модели соответствует одинаковый по размерам, но разный по характеристикам (цвет, плотность) участок поверхности объекта. В ячейке модели содержится одно значение, усредняющее характеристику участка поверхности объекта. В теории обработки изображений эта процедура известна под названием пикселизация или растеризация.

Если векторная модель дает информацию о том, где расположен тот или иной объект, то растровая - информацию о том, что расположено в той или иной точке территории. Это определяет основное назначение растровых моделей - непрерывное отображение поверхности.

В растровых моделях в качестве атомарной модели используют двумерный элемент – пиксель (ячейка). Упорядоченная совокупность атомарных моделей образует растр, который, в свою очередь, является моделью карты или геообьекта.

Растровые модели имеют следующие достоинства: 

· растр не требует предварительного знакомства с явлениями, данные собираются с равномерно расположенной сети точек, что позволяет в дальнейшем на основе статистических методов обработки получать объективные характеристики исследуемых объектов. Благодаря этому растровые модели могут использоваться для изучения новых явлений, о которых не накоплен материал. В силу простоты этот способ получил наибольшее распространение;

· растровые данные проще для обработки по параллельным алгоритмам и этим обеспечивают более высокое быстродействие по сравнению с векторными;

· некоторые задачи, например создание буферной зоны, много проще решать в растровом виде;

· многие растровые модели позволяют вводить векторные данные, в то время как обратная процедура весьма затруднительна для векторных моделей;

· процессы растеризации много проще алгоритмически, чем процессы векторизации, которые зачастую требуют экспертных решений.

Данные для анализа могут быть получены из векторных слоев, отражающих поля тематических или/и временных характеристик, растеризацией и записаны в таблицу или напрямую занесены туда из отчетов. Таблица, содержащая атрибуты объектов, называется таблицей атрибутов. В таблице каждому объекту соответствует строка таблицы, каждому тематическому признаку – столбец таблицы. Каждая клетка таблицы отражает значение определенного признака для определенного объекта. 

В общем случае ввод информации для задач ГИС осуществляется комплексно: по данным дистанционного зондирования, со снимков спутников, аэроснимков, по материалам дешифрирования снимков, полевым измерениям, по информации с карт.

Далеко не все ГИС снабжены возможностями специализированного анализа, например, геологического. Связано это с тем, что четкой схемы проведения таких работ, не существует и организации, занимающиеся ими, предпочитают производить анализ по собственным методикам и правилам. Работа со специфическими данными специфическим образом является характерной чертой этого типа анализа. Кроме того, взгляды на приемы его проведения могут меняться с течением времени. Поэтому такие возможности в ГИС представляются средствами создания приложений самими пользователями. Сложность состоит в том, для каждой специализированной области возникает необходимость создавать отдельное приложение к ГИС и часто даже свою методику обработки. Это не всегда возможно и всегда дорого.

Нейронные сети претендуют на то, чтобы стать универсальным аппаратом, решающим разные специфические задачи из разных проблемных областей в ГИС. Такая универсальность обуславливается тем, что нейросети дают стандартный способ решения многих нестандартных задач [3]. И неважно, что специализированная программа решит лучше один класс задач. Важнее, что один нейроимитатор решит и эту задачу и другую и третью и не надо каждый раз создавать специализированные приложения для каждой специфической задачи.

Как правило, модули, реализующие специализированный анализ для разных проблемных областей, решают одинаковые качественные задачи. Перейдя от специфических частных аналитических задач к общему видению проблемы в целом, можно увидеть одно важное обстоятельство. А именно, большинство аналитических задач сводится к одной проблеме, которая легко формулируется, но сложно решается: к проблеме заполнения пропусков в таблице. 

Учитывая то, что часто методика обработки неизвестна, с этой задачей справляются лучше всего нейронные сети, которые позволяют строить эмпирические зависимости без привлечения дополнительной информации.

Опишем некоторый круг задач, требующих решения в ГИС, для которых могут быть использованы нейросетевые технологии.

1. Основная задача, к которой, так или иначе, относятся остальные, описанные ниже, это построение слоя. Она означает заполнение его недостающих частей (или построение слоя полностью) по информации, имеющейся в других слоях, на основе нахождения некоторой функциональной зависимости между параметрами, полученными эмпирическим путем, и скрытыми теоретическими параметрами, определяющими сущностные характеристики каждой конкретной точки. 

Даны слои качественных характеристик одной и той же территории. Слой, который необходимо восстановить, известен частично. При обучении нейросети используется только та информация из слоев, которая покрывает известные участки слоя с пробелами. Обучившись, нейросеть может распространить знания о зависимости между слоями на отсутствующие области карты. Получившиеся знания обладают переносимостью за рамки данной территории. Все описанные ниже задачи можно рассматривать как частный случай данной.

Классификационные задачи. Поскольку при сборе информа​ции для БД приходится иметь дело с результатами измерений, определим по этому показателю три типа задач классификации.

К задачам классификации первого типа относятся те, в которых исходные измерения требуется разделить на устойчивые группы. Их называют задачами классификации без учителя, кластеризации, таксо​номии, типизации. Этот тип классификации основан преимущественно на опытных данных.

Задачи классификации второго типа характеризуются тем, что исходные данные уже сгруппированы и требуется оценить их информа​тивность (значимость) относительно совокупности известных этало​нов. Такого рода задачи встречаются при распознавании образов, дешифрировании снимков и т.д.

Задачи классификации третьего типа – задачи разбиения. В них исходные измерения или их функции требуется разбить на устойчивые группы в зависимости от их величины (типичный пример - зонирование).

В ГИС задачи классификации первого типа возникают и решаются при разработке классификаторов, т.е. при организации информацион​ной основы, задачи второго типа - при сборе первичных данных и при использовании ГИС для экспертных решений или оценок. Задачи классификации третьего типа возникают в приложениях ГИС для решения проблем в области экологии, землепользования, статистики и т.п. 

2. Вторая решаемая задача – восстановление легенды. Классификация с учителем – генерация объектов слоя по заданным  классификационным правилам. Правила задаются во время обучения нейросети и остаются скрытыми от пользователя. Пользователь имеет возможность задавать, по его мнению, полезные для классификации признаки, выбрав слои, участвующие в обучении. Типичная задача поиск полезных ископаемых по косвенным признакам. Эта задача решается на основе информации об уже разведанных месторождениях и полевых съемках косвенных признаков. Знания, полученные при обучении, переносимы на другую территорию с известными косвенными признаками.  

3. Зонирование. Основное назначение функций этой группы состоит в построении новых объектов – зон до того на карте не существовавших, т.е. участков территорий, однородных в смысле некоторого критерия или группы критериев. Границы зон могут либо совпадать с границами ранее существовавших объектов (задача определения "нарезки" избирательных округов по сетке квартального деления), либо строиться в результате различных видов моделирования (зоны экологического риска). Типичные задачи этого типа: выделение зон градостроительной ценности территорий, зон экологического риска, зонирование урбанизированных территорий по транспортной доступности, построение зон обслуживания поликлиник и т.д. Работа может производиться как с растровыми, так и с векторными изображениями. 

В сущности, зонирование это – классификация без учителя. Задан набор объектов, каждому объекту сопоставлен вектор значений признаков (строка таблицы). Требуется разбить эти объекты на классы эквивалентности.

Отнесение объекта к классу проводится путем его сравнения с типичными элементами разных классов и выбора ближайшего. Простейшая мера близости объектов – квадрат евклидового расстояния между векторами значений их признаков (чем меньше расстояние, тем ближе объекты). Соответствующее определение признаков типичного объекта – среднее арифметическое значение признаков по выборке, представляющей класс. Другая мера близости, естественно возникающая при обработке сигналов, изображений и т.п. – квадрат коэффициента корреляции (чем он больше, тем ближе объекты). Возможны и иные варианты – все зависит от задачи. Для каждого нового объекта нужно выполнить два действия: 

1) найти класс, к которому он принадлежит;

2) использовать новую информацию, полученную об этом объекте, для исправления (коррекции) правил классификации.

В результате классификации как бы появляются новые имена и правила их присвоения. 

4. Создание моделей поверхностей. Это и модели построения изолинейных изображений по регулярным и нерегулярным точкам и модели трехмерной визуализации, например, построение панорамы города в аксонометрической или иной проекции. Расчет производится по содержащимся в базах данных численным характеристикам. Моделироваться могут, как изображения действительного рельефа или непрерывного поля, современного или с учетом динамических изменений, так и воображаемые поверхности, построенные по одному или нескольким показателям, например, поверхность цен на землю, плотность дорожной сети или населения и т.п.

5. Временной анализ растровых изображений. В качестве таких изображений в ГИС обычно выступают снимки или растеризованные векторные изображения. Преимущество снимков – в их современности и достоверности, поэтому часто встречающийся вид анализа в этой группе – временной. Сравниваются и ищутся различия между снимками различной давности, таким образом, оценивается динамика произошедших изменений. Не менее часто анализируются пространственные взаимосвязи двух или нескольких явлений.

Анализ временных рядов содержит комплекс задач, которые сводятся к построению функций по конечным наборам значений и заполнению пробелов в таблицах. Временные ряды представляют собой специальный вид таблиц и заслуживают отдельного рассмотрения. Для каждого типа объектов выделяется набор постоянных признаков (констант) и множество свойств, меняющихся со временем (переменных признаков). Предполагается, что в любой момент времени для каждого объекта существуют свои значения переменных признаков. Вот, например, три задачи, специфичные для обработки временных рядов:

а) определение констант (всех или части) по известным значениям переменных в разные моменты времени;

б) предсказание значений части переменных в некоторый момент времени по известным значениям констант, переменных в нескольких предшествовавших моментах времени и части переменных в текущий момент;

в) определение объема данных о прошлом, достаточных для пред​сказания будущего на конкретное время и с заданной точностью.

Обычная задача при временном анализе – получение прогноза. Легко заметить, что решение такой задачи мало чем отличается от решения задачи по восполнению пробелов в слое на основе информации, заключенной в других слоях. Единственное концептуальное отличие состоит в том, что слои вместо качественных признаков содержат количественные, т.е. изменение во времени одного и того же слоя. Взяв за основу известные слои одной и той же территории в количестве N-1 (без последнего), а в качестве восстанавливаемого слой с номером N производим обучение нейросети. Для прогноза подаем на вход нейросети слои в количестве N-1 (без первого), тем самым на выходе получаем прогнозируемый слой N+1.

6. Анализ значимости. Как уже было сказано, основной задачей является восполнение пробелов в данных и решается она применительно к данной области построением слоя по слою (или нескольким слоям). При этом исследуется вопрос, какие из входных сигналов являются доминирующими, (значимыми) при принятии нейросетью решения, а какие нет. Другими словами, насколько каждый слой участвующий в построении влияет на восполнение пробелов. Такая информация дает знание, например, о том какие признаки можно убрать из рассмотрения, а какие оставить.

Значимость по слою складывается из значимости его точек. Благодаря такой информации можно видеть, какие области из слоев участвующих в качестве входов были значимы при построении, таким образом, мы получаем представление о территориальном распределении значимости. Вербальную оценку этой информации трудно переоценить.

Для обучения нейронной сети создается задачник (обучающее множество), состоящий из примеров вида "вход–правильный выход" [2]. Вход – вектор сигналов, предъявляемый нейросети, выход – вектор сигналов, который нейросеть должна выдать после функционирования. По паре "требуемый выход – полученный выход" можно построить функцию оценки. Чаще всего используется метод наименьших квадратов (МНК). Для ускорения обучения применяют специализированные оценки, например, МНК с люфтом. Это позволяет прекращать процесс обучения, когда достигнута удовлетворяющая пользователя точность.

Обучением называется процесс минимизации функции оценки. Он выполняется с привлечением градиентных методов оптимизации и состоит в поиске таких значений параметров, при которых нейросеть выдает правильный вектор выходных сигналов.

Нейросеть состоит из нелинейных преобразователей сигнала, связанных между собой посредством адаптивных связей, линейно преобразующих проходящий через них сигнал. Такие элементы называются нейронами. В нашем случае нейросеть состоит из Паде–нейронов. 

Паде–нейрон состоит из двух адаптивных сумматоров и нелинейного элемента с двумя входами, вычисляющего частное от своих входных сигналов. Получая на входе n-мерный вектор x, Паде–нейрон выдает на выходе отношение (x,()/(x,(), имеет 2n настраиваемых параметров – координат векторов (,(. Название происходит от аппроксимации Паде – метода рациональной аппроксимации функций.

С выбранным количеством слоев и нейронов в слое создается слоистая нейросеть. После выбора метода обучения нейросеть запускается на обучение. Нейросеть считается обученной после достижения заданного (малого) значения функции оценки. 

Рассмотрим факторы, от которых зависит успешность обучения нейронной сети правильному решению задачи. В общем случае сеть должна быть достаточно гибкой, чтобы научиться правильно решать все примеры обучающей выборки. Поэтому в нейронной сети должно быть достаточное количество нейронов и связей.

На основании обучающей выборки сложно определить количество слоев и нейронов, необходимых сети для правильного решения задачи. Поэтому обычно обучают сеть со структурой, предлагаемой программой-нейроимитатором по умолчанию, если сеть не может обучиться (обучается с недостаточной точностью или совсем не обучается), ее размер увеличивают. На практике при решении разнообразных задач практически не встречается ситуации, когда требуется нейросеть с более чем сотней нейронов – обычно хватает нескольких десятков нейронов и даже меньшего числа.

Встречаются ситуации, когда нейросеть плохо обучается из-за противоречивой обучающей выборки и увеличение размера нейронной сети мало помогает. Это бывает в тех случаях, когда в обучающей выборке присутствуют задачи с одинаковыми условиями, но разными ответами (одинаковыми входными векторами данных, но разными выходными). Появление таких конфликтных примеров может, например, означать недостаточность набора входных признаков, поскольку при расширении признакового пространства конфликтным примерам могут соответствовать разные значения добавляемого признака и критическая ситуация будет исчерпана. В любом случае пользователь должен решить эту проблему, например, исключением конфликтных примеров из задачника.

После обучения нейронной сети необходимо провести ее тестирование на тестовой выборке для определения точности решения не входивших в обучающую выборку задач. Точность правильного решения очень сильно зависит от репрезентативности обучающей выборки. Обычно при решении различных неформализованных задач в разных проблемных областях точность в 70-90% правильных ответов на тестовой выборке соответствует проценту правильных ответов при решении этих же задач специалистом-экспертом.

Разработано программное обеспечение для анализа географических данных на основе обучаемых нейронных сетей. Программа работает со слоями и картами созданными в системе ГеоГраф/GeoDraw[1].

Для аналитической обработки векторные слои растрируются. Результат записывается в таблицу. Запись таблицы соответствует точке, поле соответствует слою. Проблема визуализации результатов обработки, решается созданием и раскрашиванием полигональной сетки, где каждой точке после растрирования соответствует квадрат сетки. Проблема противоречивости обучающей выборки решается линейной фильтрацией и/или исключением конфликтных примеров.

По данным, полученным после растрирования и, возможно, фильтрации, для обучения нейронной сети создается задачник. С выбранным количеством слоев и нейронов в слое создается слоистая нейросеть. После выбора метода обучения нейросеть запускается на обучение. Нейросеть считается обученной после достижения заданного (малого) значения функции оценки. 

Обученная нейросеть может распространять знания о зависимости между слоями на отсутствующие области карты. При тестировании нейросети по задачнику и примерам, не входящим в задачник, результат записывается в таблицу, после чего, полигональный слой ("сетка") может быть раскрашен в соответствии с полученными при тестировании значениями.

Также может быть исследован вопрос, какие из входных сигналов являются доминирующими (значимыми) при принятии нейросетью решения, а какие нет. Полученные показатели значимости можно использовать, например, при анализе вектора входных сигналов на избыточность. Значимость параметра зависит от точки карты, поэтому возможна раскраска "сетки" ("слоя значимости") для каждого параметра. Благодаря такой информации можно видеть, какие области из слоев, участвующих в качестве входов, были значимы при построении слоя, таким образом, получается представление о территориальном распределении значимости. 

Программа позволяет выполнять как элементарные операции с картой, так и традиционные операции над нейронными сетями (создание сети, ее обучение, тестирование), а также предобработку (растрирование, фильтрация) и визуализацию результатов.
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